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Modelo de regresión
I. Formas de construir un modelo de regresión

En los apartados previos, se ha asumido que el control sobre las variables utilizadas para construir el modelo de regresión recae sobre el analista. Es el analista que decide qué variables independientes desea incluir en la ecuación de regresión trasladándolas a la lista Independientes.
Sin embargo, no es infrecuente encontrarse con situaciones en las que, existiendo un elevado número de posibles variables independientes, no existe una teoría o un trabajo previo que oriente al analista en la elección de las variables relevantes. Este tipo de situaciones pueden afrontarse utilizando procedimientos diseñados para seleccionar, entre una gran cantidad de variables, sólo un conjunto reducido de la mismas: aquellas que permiten obtener el mejor ajuste posible. Con estos procedimientos de selección, el control sobre las variables que han de formar parte de la ecuación de regresión pasa de las manos o el criterio de analista a una regla de decisión basada en criterios estadísticos.

1. Criterios de selección de variables

Existen diferentes criterios estadísticos para seleccionar variables en un modelo de regresión. Algunos de estos criterios son: el valor del coeficiente de correlación múltiple 
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 (corregido o sin corregir), el valor del coeficiente de correlación parcial entre cada variable independiente y la dependiente, el grado de reducción que se obtiene en el error típico de los residuos al incorporar una variable, etc. De una u otra forma, todos ellos coinciden en intentar maximizar el ajuste del modelo de regresión utilizando el mínimo número posible de variables.

Los métodos por pasos que incluye el SPSS (ver siguiente apartado) basan la selección de variables en dos criterios estadísticos:

a) Criterio de significación. De acuerdo con este criterio, sólo se incorporan al modelo de regresión aquellas variables que contribuyen al ajuste del modelo de forma significativa. La contribución individual de una variable al ajuste del modelo se establece contrastando, a partir del coeficiente de correlación parcial, la hipótesis de independencia entre esa variable y la variable dependiente. Para decidir si se mantiene o rechaza esa hipótesis de independencia, el SPSS incluye dos criterios de significación:
(i) Probabilidad de F. Una variable pasa a formar parte del modelo de regresión si el nivel crítico asociado a su coeficiente de correlación parcial al contrastar la hipótesis de independencia es menor que 0,05 (probabilidad de entrada). Y queda fuera del modelo de regresión si ese nivel crítico es mayor que 0,10 (probabilidad de salida).

(ii) Valor de F. Una variable pasa a formar parte de modelo de regresión si el valor del estadístico F utilizado para contrastar la hipótesis de independencia es mayor que 3,84 (valor de entrada). Y queda fuera del modelo si el valor del estadístico F es menor que 2,71 (valor de salida).

Para elegir entre estos dos criterios de significación pulsar el botón Opciones del cuadro de diálogo Regresión lineal para acceder al subcuadro de diálogo Regresión lineal: Opciones que muestra la Figura.
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Las opciones del recuadro Criterios de método por pasos permiten seleccionar uno de los dos criterios de significación disponibles y modificar las probabilidades de entrada y salida.

b) Criterio de tolerancia. Superado el criterio de significación, una variable sólo pasa a formar parte del modelo si su nivel de tolerancia es mayor que el nivel establecido por defecto (este nivel es 0,0001, pero puede cambiarse mediante sintaxis) y si, además, aun correspondiéndole un coeficiente de correlación parcial significativamente distinto de cero, su incorporación al modelo no hace que alguna de las variables previamente seleccionadas pase a tener un nivel de tolerancia por debajo del nivel establecido por defecto (aunque esto último depende también del método de selección de variables elegidos; ver siguiente apartado

Una forma muy intuitiva de comprender y valorar el efecto resultante de aplicar estos criterios de selección consiste en observar el cambio que se va produciendo en el coeficiente de determinación R2 a medida que se van incorporando (o eliminando) variables al modelo. Este cambio se define como R2cambio = R2 - R2i, donde R2i se refiere al coeficiente de determinación obtenido con todas las variables independientes excepto la i-ésima. Un cambio grande en R2 indica que esa variable contribuye de forma importante a explicar lo que ocurre con la variable dependiente. Para obtener los valores de R2cambio y su significación (el grado en que el cambio observado en R2 difiere de cero) Marcar la opción [Cambio en R cuadrado] del cuadro de diálogo Regresión lineal: Estadísticos.
Esta opción permite obtener el valor de R2cambio que se va produciendo con la incorporación de cada nueva variable independiente, el valor del estadístico F resultante de contrastar la hipótesis de que el valor poblacional R2cambio es cero, y el nivel critico asociado a ese estadístico F.
2. Métodos de selección de variables

Existen diferentes métodos para seleccionar las variables independientes que debe incluir un modelo de regresión, pero los que mayor aceptación han recibido (sin que esto signifique que son los mejores) son los métodos de selección por pasos (stepwise). Con estos métodos, se selecciona en primer lugar la mejor variable (siempre de acuerdo con algún criterio estadístico): a continuación, la mejor de las restantes; y así sucesivamente hasta que ya no quedan variables que cumplan los criterios de selección.

El procedimiento Regresión lineal del SPSS incluye varios de estos métodos de selección de variables. Todos ellos se encuentran disponibles en el botón de menú desplegable de la opción Método del cuadro de diálogo Regresión lineal. Dos de estos métodos permiten incluir o excluir, en un solo paso, todas las variables independientes seleccionadas (no son, por tanto, métodos de selección por pasos):

a) Introducir. Este método construye la ecuación de regresión utilizando todas las variables seleccionadas en la lista Independiente (ver Figura ). Es el método utilizado por defecto.

b) Eliminar. Elimina en un solo paso todas las variables de la lista Independientes y ofrece los coeficientes de regresión que corresponderían a cada variable independiente en el caso de que se utilizara cada una de ellas individualmente para construir la ecuación de regresión.

El resto de métodos de selección de variables son métodos por pasos, es decir, métodos que van incorporando o eliminando variables paso a paso dependiendo de que éstas cumplan o no los criterios de selección:

c) Hacia adelante. Las variables se incorporan al modelo de regresión una a una. En el primer paso se selecciona la variable independiente que, además de superar los criterios de entrada, más alto correlaciona (en valor absoluto) con la dependiente. En los siguientes pasos se utiliza como criterio de selección el coeficiente de correlación parcial: van siendo seleccionadas una a una las variables que, además de superar los criterios de entrada, poseen el coeficiente de correlación parcial más alto en valor absoluto (la relación entre la variable dependiente y cada una de las variables independientes se parcializa controlando el efecto de la (s) variable (s) independiente (s) previamente seleccionada (s).

La selección de variables se detiene cuando no quedan variables que superen el criterio de entrada. (Utilizar como criterio de entrada el tamaño, en valor absoluto, de coeficiente de correlación parcial, es equivalente a seleccionar la variable con menor probabilidad de F o mayor valor de F).

d) Hacia atrás. Este método comienza incluyendo en el modelo todas las variables seleccionadas en la lista Independiente y luego procede a eliminarlas una a una. La primera variable eliminada es aquella que, además de cumplir los criterios de salida, posee el coeficiente de regresión más bajo en valor absoluto. En cada paso sucesivo se van eliminando las variables con coeficientes de regresión no significativos, siempre en orden inverso al tamaño de su nivel critico.

La eliminación de variables se detiene cuando no quedan variables en el modelo que cumplan los criterios de salida.

e) Pasos sucesivos. Este método es una especie de mezcla de los métodos hacia delante y hacia atrás. Comienza, al igual que el método hacia delante, seleccionando, en el primer paso, la variable independiente que, además de superar los criterios de entrada, más alto correlaciona (en valor absoluto) con la variable dependiente. A continuación, selecciona la variable independiente que, además de superar los criterios de entrada, posee el coeficiente de correlación parcial más alto (en valor absoluto). Cada vez que se incorpora una nueva variable al modelo, las variables previamente seleccionadas son, al igual que en el método hacia atrás, evaluadas nuevamente para determinar si siguen cumpliendo o no los criterios de salida. Si alguna variable seleccionada cumple los criterios de salida, es expulsada del modelo.

El proceso se detiene cuando no quedan variables que superen los criterios de entrada y las variables seleccionadas no cumplen los criterios de salida.

3. Ejemplo: Regresión por Pasos

Para ilustrar el funcionamiento de análisis de regresión por pasos se presenta a continuación un ejemplo con el método pasos sucesivos. Se utiliza el salario actual (salario) como variable dependiente y, como variables independientes, la fecha de nacimiento (fechnac), el nivel educativo (educ), el salario inicial (salini), la experiencia previa (expprev), y la clasificación étnica (minoría). El objetivo del análisis es encontrar un modelo de regresión que explique, con el mínimo número posible de variables independientes, la mayor cantidad posible de la varianza de la variable salario. Para llevar a cabo el análisis:

Dependiente:
salario.

Independientes:
fechnac, educ, salini, expprev y minoría.

Método:
Pasos sucesivos.

Pulsar el botón Estadísticos... para acceder al subcuadro de diálogo Regresión lineal: Estadísticos y marcar la opción [Cambio en R cuadrado].

Aceptando estas elecciones, el Visor ofrece los resultados que muestran las Tablas.
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La Tabla anterior ofrece un resumen del modelo final al que se ha llegado. En la columna Modelo se indica en número de pasos dados para construir el modelo de regresión: tres pasos. En primer paso se ha seleccionado la variable salario inicial, en el segundo, experiencia previa y, en el tercero, nivel educativo. También se indica si en alguno de los pasos se ha eliminado alguna variable previamente seleccionada; en este ejemplo no se han eliminado variables. Por último, se informa sobre el método de selección aplicado (Por pasos) y sobre los criterios de entrada y salida utilizados: una variable es incorporada al modelo si su coeficiente de regresión parcial es significativamente distinto de cero con un nivel de significación del 5% y, una vez seleccionada, sólo es eliminada del modelo si con la incorporación de otra u otras variables en un paso posterior su coeficiente de regresión parcial deja de ser distinto de cero con un nivel de significación del 10%.
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La Tabla anterior recoge, para cada paso, el valor de R2, el cambio experimentado por R2, y el estadístico F y su significación. El estadístico F permite contrastar la hipótesis de que el cambio en R2 vale cero en la población. Al incorporar la primera variable (Modelo 1), el valor de R2 es 0,775. Lógicamente, en el primer paso, R2cambio = R2. Al contrastar la hipótesis de que el valor poblacional de R2cambio es cero se obtiene un estadístico F de 1.620,83 que, con 1 y 471 grados de libertad, tiene una probabilidad asociada de 0,000. Puesto que este valor es menor que 0,05, puede afirmarse que la proporción de varianza explicada por la variable salario inicial (la variable seleccionada en el primer paso) es significativamente distinta de cero.

En el segundo paso (Modelo 2), el valor de R2 aumenta hasta 0,794. Esto supone un cambio de 0,019 (aproximadamente un 2%). La tabla muestra el valor de estadístico F (43,180) obtenido al contrastar la hipótesis de que el valor poblacional R2cambio es cero, y su significación (0,000). Aunque se trata de un incremento muy pequeño (un 2%), el valor del nivel crítico permite afirmar que la variable experiencia previa (la variable incorporada al modelo en el segundo paso) contribuye significativamente a explicar lo que ocurre con la variable dependiente (o, lo que es lo mismo, a mejorar el ajuste).

En el tercer y último paso (Modelo 3), R2 toma un valor de 0,802, lo cual supone un incremento de 0,008 (aproximadamente un 1 por ciento). De nuevo se trata de un incremento muy pequeño, pero al evaluar su significación se obtiene un estadístico F de 19,293 y un nivel crítico asociado de 0,000, lo cual está indicado que la variable nivel educativo (la variable incorporada en el tercer paso), también contribuye de forma significativa a explicar el comportamiento de la variable dependiente (o, lo que es lo mismo, a mejorar el ajuste). Las tres variables seleccionadas en el modelo fina consiguen explicar un 80% (R2 = 0,802) de la variabilidad observada en el salario actual.
[image: image5.wmf]ANOVA

d

1.069E+11

1

1.07E+11

1620.826

.000

a

3.105E+10

471

65931012

1.379E+11

472

1.095E+11

2

5.47E+10

904.579

.000

b

2.844E+10

470

60511906

1.379E+11

472

1.106E+11

3

3.69E+10

632.955

.000

c

2.732E+10

469

58244948

1.379E+11

472

Regresión

Residual

Total

Regresión

Residual

Total

Regresión

Residual

Total

Modelo

1

2

3

Suma de

cuadrados

gl

Media

cuadrática

F

Sig.

Variables predictoras: (Constante), Salario inicial

a. 

Variables predictoras: (Constante), Salario inicial, Experiencia previa (meses)

b. 

Variables predictoras: (Constante), Salario inicial, Experiencia previa (meses),

Nivel educativo

c. 

Variable dependiente: Salario actual

d. 


La tabla resumen del ANOVA muestra el valor del estadístico F obtenido al contrastar la hipótesis de que el valor poblacional de R2 en cada paso es cero. Ahora no se evalúa el cambio que se va produciendo en el valor de R2 de un paso a otro, sino el valor de R2 en cada paso. Lógicamente, si R2 es significativamente distinta de cero en el primer paso, también lo será en los pasos sucesivos.

La Tabla siguiente contiene los coeficientes de regresión parcial correspondientes a cada una de las variables incluidas en el modelo de regresión; estos coeficientes sirven para construir la ecuación de regresión en cada paso (incluyendo el término constante). Las primeras columnas recogen el valor de los coeficientes de regresión parcial (B) y su error típico. A continuación aparecen los coeficientes de regresión parcial estandarizados (Beta), los cuales informan acerca de la importancia relativa de cada variable dentro de la ecuación. Las dos última columnas muestran los estadísticos t y los niveles crítico (Sig) obtenidos al contrastar las hipótesis de que los coeficientes de regresión parcial valen cero en la población. Un nivel crítico por debajo de 0,05 indica que la variable contribuye significativamente a mejorar el ajuste del modelo.
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Utilizar el estadístico t para contrastar la hipótesis de que un coeficiente de regresión parcial vale cero es exactamente lo mismo que utilizar el estadístico F para contrastar la hipótesis de que el valor poblacional del cambio observado en R2 vale cero. De hecho, elevando al cuadrado los valores de estadístico t se obtienen los valores del estadístico F. De las dos formas se está intentando evaluar la contribución individual de una variable a la proporción de varianza explicada por el conjunto de variables dependientes.

Por último, la Tabla siguiente muestra los coeficientes de regresión parcial de las variables no seleccionadas para formar parte de la ecuación de regresión en cada paso. La información que contiene esta tabla permite conocer en detalle por qué unas variables han sido seleccionadas y otras no.
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En el primer paso se ha seleccionado la variable salario inicial porque es la que más alto correlaciona, en valor absoluto, con la variable dependiente. En este primer paso, todavía están fuera del modelo el resto de variables independientes.

La columna Beta dentro contiene el valor que tomaría el coeficiente de regresión parcial estandarizado de cada variable en el caso de ser seleccionada en el siguiente paso. Y las dos columnas siguientes (t y Sig.) informan sobre si ese valor que adoptaría el coeficiente de regresión parcial de una variable en el caso de ser incorporada al modelo sería o no significativamente distinto a cero.

Puede comprobarse que, en el primer paso, hay tres variables todavía no seleccionadas (nivel educativo, experiencia previa y fecha de nacimiento) cuyos coeficientes de regresión poseen niveles críticos por debajo de 0,05 (criterio de entrada). Entre ellas, la variable que posee un coeficiente de correlación parcial mayor en valor absoluto (experiencia previa = -0,290) y, además, un nivel de tolerancia por encima de 0,001 (tolerancia mínima establecida por defecto), es justamente la variable seleccionada en el segundo paso.

En el segundo paso todavía quedan fuera de la ecuación dos variables cuyos coeficientes de regresión serían significativos en caso de ser seleccionadas en el siguiente paso: nivel educativo y fecha de nacimiento. De esas dos variables, se ha seleccionado en el tercer paso la variable nivel educativo porque, teniendo un nivel de tolerancia por encima de 0,001, es la que posee el coeficiente de correlación parcial más alto.

Después del tercer paso todavía quedan dos variables fuera de la ecuación: fecha de nacimiento y clasificación étnica. Pero, puesto que ninguna de las dos supera el criterio de entrada (Sig. < 0,05), es decir, puesto que a ninguna de ellas le corresponde un coeficiente de regresión parcial significativamente distinto de cero, el proceso se detiene y ambas variables quedan fuera del modelo.

4. Qué variables debe incluir la ecuación de regresión

El método de selección por pasos ha llevado a construir una ecuación de regresión con tres variables. Esas tres variables han sido incluidas en el modelo porque poseen coeficientes de regresión parcial significativos. Sin embargo, la primera variable explica el 78% de la varianza de la variable dependiente, la segunda el 2%, y la tercera el 2%. Si en lugar de método pasos sucesivos se utiliza el método introducir, se obtienen los resultados que muestran las siguientes tablas.

[image: image8.wmf]Resumen del modelo

.896

a

.803

.801

$7,620.326

.803

381.605

5

467

.000

Modelo

1

R

R cuadrado

R cuadrado

corregida

Error típ. de la

estimación

Cambio en

R cuadrado

Cambio en F

gl1

gl2

Sig. del

cambio en F

Estadísticos de cambio

Variables predictoras: (Constante), Clasificación étnica, Fecha de nacimiento, Salario inicial, Nivel educativo, Experiencia previa

(meses)

a. 


[image: image9.wmf]ANOVA

b

1.108E+11

5

2.22E+10

381.605

.000

a

2.712E+10

467

58069371

1.379E+11

472

Regresión

Residual

Total

Modelo

1

Suma de

cuadrados

gl

Media

cuadrática

F

Sig.

Variables predictoras: (Constante), Clasificación étnica, Fecha de nacimiento,

Salario inicial, Nivel educativo, Experiencia previa (meses)

a. 

Variable dependiente: Salario actual

b. 


[image: image10.wmf]Coeficientes

a

-33438.7

19113.329

-1.749

.081

1.742

.060

.803

28.868

.000

-9.268

5.724

-.057

-1.619

.106

712.743

169.671

.120

4.201

.000

2.516E-06

.000

.055

1.576

.116

-865.292

867.208

-.021

-.998

.319

(Constante)

Salario inicial

Experiencia previa

(meses)

Nivel educativo

Fecha de nacimiento

Clasificación étnica

Modelo

1

B

Error típ.

Coeficientes no

estandarizados

Beta

Coeficientes

estandarizad

os

t

Sig.

Variable dependiente: Salario actual

a. 


Por un lado, la ganancia que se obtiene en R2 utilizando las 5 variables en lugar de tres seleccionadas con el método por pasos es extremadamente pequeña: 0,803-0,802 = 0,001. (Y el valor de R2 corregida ni siquiera cambia: vale 0,801 en ambos casos). No parece que tenga mucho sentido añadir dos variables a un modelo para obtener una mejora de una milésima en la proporción de varianza aplicada. Aunque es cierto que R2 nunca disminuye cuando se van incorporando nuevas variables al modelo de regresión, sino que aumenta o se queda como está, esto no significa, necesariamente, que la ecuación con más variables se ajuste mejor a los datos poblacionales. Generalmente, conforme va aumentando la calidad del modelo, va disminuyendo el error típico de los residuos (Error típ. De la estimación). Pero el incremento que se va produciendo en R2 al ir añadiendo variables no se corresponde necesariamente con una disminución de error típico de los residuos. Con cada variable nueva que se incorpora al modelo, la suma de cuadrados de la regresión gana un grado de libertad y la suma de cuadrados de los residuos lo pierde. Por tanto, el error típico de los residuos puede aumentar cuando el descenso de la variación residual es demasiado pequeño para compensar el grado de libertad que pierde la suma de cuadrados de los residuos. Estas consideraciones sugieren la conveniencia de utilizar modelos de regresión parsimoniosos, es decir, modelos con un número reducido de variables independientes (con el mínimo número posible de variables).

Por otro lado, las variables que tienen pesos significativos en la ecuación de regresión previamente obtenida con el método pasos sucesivos no son las mismas que las que tienen pesos significativos en la ecuación obtenida con el método introducir. Esta diferencia entre métodos de selección de variables debe ser tenida muy en cuenta. ¿Cuáles son las variables buenas?.

Atendiendo a criterios puramente estadísticos, la ecuación de regresión con las tres variables seleccionadas por el método pasos sucesivos, es la mejor de las posibles con el mínimo número de variables. Pero en la práctica, la decisión sobre cuántas variables debe incluir la ecuación de regresión puede tomarse teniendo en cuenta, además de los criterios estadísticos, otro tipo de consideraciones. Si, por ejemplo, resulta muy costoso (tiempo, dinero, etc.) obtener las unidades de análisis, un modelo con una única variable independiente podría resultar lo bastante apropiada. Para decidir con qué modelo de regresión quedarse, casi siempre es conveniente tomar en consideración criterios adicionales a los puramente estadísticos.

Por otro lado, puesto que los métodos de selección por pasos construyen la ecuación de regresión basándose exclusivamente en criterios estadísticos, podría ocurrir que alguna variable realmente relevante desde el punto de vista teórico quedará fuera del modelo de regresión final. Y esto es algo que hay que vigilar con especial cuidado.

Por supuesto, los contrastes estadísticos sirven de apoyo para tomar decisiones. Pero, dado que la potencia de un contraste se incrementa conforme lo hace el tamaño de la muestra, hay que ser muy cautelosos con las conclusiones a las que se llega. Esto significa que, con muestras grandes, efectos muy pequeños desde el punto de vista de su importancia teórica o práctica pueden resultar estadísticamente significativos. Por el contrario, con muestra pequeñas, para que un efecto resulte significativo, debe tratarse de un efecto importante (con muestras pequeñas, existe mayor grado de coincidencia entre la significación estadística y la importancia práctica). Por esta razón, en la determinación de la ecuación de regresión final, debe tenerse en cuenta, cuando se trabaja con muestras grandes, la conveniencia de considerar elementos de decisión adicionales a la pura significación estadística.

Puesto que la utilización de los métodos de selección por pasos está bastante generalizada, conviene también alertar sobre el peligro de alcanzar un resultado falsamente positivo (un error de tipo 1). Es decir, si se examina un número de variables lo bastante grande, tarde o temprano una o más pueden resultar significativas sólo por azar. Este riesgo es tanto mayor cuanto más variables se incluyen en el análisis. Para evitar este problema, si la muestra es lo bastante grande, puede dividirse en dos, aplicar el análisis a una mitad y verificar en la otra mitad si se confirma el resultado obtenido. Si la muestra es pequeña, esta solución es inviable y, por tanto, el riesgo de cometer un error de tipo 1 permanece.

II. Pronósticos

Ya se ha explicado cómo utilizar los coeficientes de regresión parcial (B) para construir la ecuación de regresión. En el punto V.2. Regresión múltiple se ha llegado a la siguiente ecuación de regresión:

Pronóstico (salario)
=1,749 salini - 16,730 expprev + 735,956 educ +  3.661.517

Puesto que se conocen los pesos de la ecuación de regresión, podría utilizarse la opción Calcular del menú Transformar para obtener los pronósticos que la ecuación asigna a cada caso. Pero esto es completamente innecesario. El subcuadro de diálogo Regresión lineal: Guardar nuevas variables contiene opciones que permiten generar diferentes tipos de variables relacionadas con los pronósticos:

Valores pronosticados. Las opciones de este recuadro generan, en el Editor de datos, cuatro nuevas variables. Estas nuevas variables reciben automáticamente un nombre seguido de un número de serie: nombre_ #. Por ejemplo, la primera vez que se solicitan durante una sesión los pronósticos tipificados, la nueva variable con los pronósticos tipificados recibe el nombre zpr 1. Si se vuelven a solicitar los pronósticos tipificados durante la misma sesión, la nueva variable recibe el nombre zpr_2 etc.

No tipificados: pronósticos de la ecuación de regresión en puntuaciones directas. Nombre: pre_#.
Tipificados: pronósticos convertidos en puntuaciones típicas (restando a cada pronóstico la media de los pronósticos y dividiendo la diferencia por la desviación típica de los pronósticos). Nombre: zpr_#.

Corregidos: pronóstico que corresponde a cada caso cuando la ecuación de regresión se obtiene sin incluir ese caso. Nombre: adj_#.
E.T. del pronóstico promedio. Error típico de los pronósticos correspondientes a los casos que tienen el mismo valor en las variables independientes. Nombre: sep_#.

Al efectuar pronósticos es posible optar entre: (1) efectuar un pronóstico individual Yi´ para cada caso concreto Xi, o (2) pronosticar para cada caso la media de los pronósticos (Y0´) correspondientes a todos los casos en con el mismo valor X0 en la(s) variable(s) independiente(s); a esta media es a la que se llama pronóstico promedio. En ambos casos se obtiene el mismo pronóstico (Yi´=Y0´), pero cada tipo de pronóstico (ambos son variables aleatorias) tiene un error típico distinto. Al efectuar un pronóstico individual para un determinado valor de Xi, el error de estimación o variación residual (Yi – Yi´) puede contener dos fuentes de error:

(i) La diferencia entre valor observado en la variable dependiente (Yi) y la media poblacional correspondiente a 
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(ii) La diferencia entre el pronóstico para ese caso (Yi´ o Y0´) y la media poblacional correspondiente a 
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En un pronóstico individual entran juego ambas fuentes de error. Pero en un pronóstico promedio sólo entra en juego la segunda fuente de error. Por tanto, para un valor dado de X0, el error típico del pronóstico promedio siempre será menor o igual que el error típico del pronóstico individual. En consecuencia, al construir intervalos de confianza para los pronósticos, la amplitud del intervalo cambiará dependiendo del error típico que se tome como referencia.

Además, puede intuirse fácilmente que los errores típicos del pronóstico promedio (que ya se ha dicho que están basados en las distancias en 
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Intervalos de pronóstico (parte inferior del subcuadro de diálogo Regresión lineal: Guardar nuevas variables). Las opciones de este recuadro permiten obtener los intervalos de confianza para los pronósticos:

Media. Intervalo de confianza basado en los errores típicos de los pronósticos promedio.

Individuos. Intervalo de confianza basado en los errores típicos de los pronósticos individuales.

La opción Intervalos de confianza k % permite establecer el nivel de confianza con el que se construyen los intervalos de confianza.

Lógicamente, estos dos intervalos son distintos. Para un valor dado de X, el primer intervalo (media) es más estrecho que el segundo (individuos). Recuérdese lo dicho en este mismo apartado sobre los errores típicos de los pronósticos.

Cada una de estas dos opciones (media e individuos) genera en el Editor de datos dos nuevas variables con el límite inferior y superior del intervalo. Estas nuevas variables reciben los siguientes nombres:

lmci_#: límite inferior del intervalo de confianza para el pronóstico medio.

umci_#: límite superio de intervalo de confianza para el pronóstico medio.

lici_#: límite inferior del intervalo de confianza para el pronóstico individual.

uici_#: límite superior del intervalo de confianza para el pronóstico individual.

5. Validez del modelo de regresión

El modelo de regresión puede ser validado utilizando casos nuevos. Para ello, basta con obtener los pronósticos para esos casos nuevos y, a continuación, calcular el coeficiente de correlación entre los valores observado en la variable dependiente y los valores pronosticados para esos casos nuevos. En teoría, el coeficiente de correlación así obtenido debería ser igual al coeficiente de correlación múltiple del análisis de regresión (R). En la práctica, si el modelo es lo bastante bueno, se observarán pequeñas diferencias entre esos coeficientes atribuibles únicamente al azar muestral. Es muy importante que los nuevos casos representen a la misma población que los casos originalmente utilizados para obtener la ecuación de regresión.
En ocasiones, es posible que no se tenga acceso a nuevos datos o que sea muy difícil obtenerlos. En esos casos, todavía es posible validar el modelo de regresión si la muestra es lo bastante grande. Basta con utilizar la mitad de los casos de la muestra (aleatoriamente seleccionados) para obtener la ecuación de regresión y la otra mitad de la muestra para efectuar los pronósticos. Un modelo fiable debería llevar a obtener una correlación similar entre los valores observados y pronosticados de ambas mitades.

III. Temas adicionales en el análisis de regresión

El proceso de construcción de modelos estadísticos es, en cada caso, un problema específico y particular. Lo que se haga, o pueda hacerse, dependerá del conocimiento que tengamos acerca del comportamiento de las variables en estudio y de los datos disponibles. En la figura podemos ver de forma esquemática los diferentes pasos que tienen lugar en la modelación estadística.
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6. Especificación del modelo

El problema inicial será especificar una forma algebraica para el modelo que pueda proporcionar una descripción del sistema objeto de estudio, que sea conveniente, útil y razonable.

7. Estimación de los coeficientes

Una vez especificado, un modelo estadístico normalmente contiene una serie de coeficientes desconocidos, o parámetros. El siguiente paso en la construcción del modelo es utilizar los datos disponibles para estimar dichos coeficientes. Se podrán obtener así, tanto estimaciones puntuales como estimaciones por intervalos. Es decir, en el modelo de regresión múltiple 
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(1.1)

se utilizarán para la estimación de los parámetros , 1, 2,…, k las realizaciones de la variable dependiente y las de las variables independientes.

El método apropiado de estimación depende de la especificación del modelo. Hemos visto que, dados ciertos supuestos acerca de las propiedades estadísticas de los términos de error (i del modelo (1.1), el método de mínimos cuadrados será apropiado para estimar los coeficientes de regresión parcial. Sin embargo, como veremos, si alguno de los supuestos no se cumple, los estimadores mínimo-cuadrático pueden ser muy ineficientes. En general, el teorema de Gauss-Markov, que da una justificación teórica de por qué utilizar el método de mínimos cuadrados, se cumple sólo cuando los supuestos son ciertos.

8. Verificación del modelo

Al formular un modelo, el investigador está incorporando al estudio una serie de intuiciones. Sin embargo, al traducir esto a una expresión algebraica, se estarán llevando a cabo una serie de simplificaciones y supuestos, que en la realidad pueden llegar a ser insostenibles. Por tanto, será siempre conveniente comprobar si el modelo es el adecuado.

Una vez estimada la ecuación de regresión, el analista puede darse cuenta de que las estimaciones resultantes no tienen sentido dados los conocimientos que se tienen del sistema a estudio. Por ejemplo, supongamos que un modelo estimado sugiere que, manteniendo el resto de los factores relevantes fijos, la demanda de coches importados crece a medida que crece su precio. Esta conclusión va en contra no sólo de la teoría económica sino del propio sentido común. Cuando la estimación puntual de un coeficiente de regresión tiene el signo “contrario” suele deberse a la escasa disponibilidad de datos. En nuestro ejemplo, esperamos que, a igualdad de los demás factores, exista al menos una modesta relación inversa entre la demanda de coches importados y su precio; sin embargo, esta relación puede no manifestarse en los coeficientes estimados a causa de errores en la muestra. Más serio es el caso en el que los coeficientes estimados tienen el signo “contrario” y difieren significativamente de 0. Es muy posible que, en estas circunstancias, el error se deba a una incorrecta especificación del modelo. El investigador debería en este caso replantearse la especificación original. A lo mejor se ha pasado por alto una variable explicativa de interés, o, posiblemente, la forma funcional que se ha supuesto sea inapropiada. Ciertamente, comprobar la coherencia de modelo resultante va a ser una parte importante de la verificación.

Es importante también comprobar los supuestos hechos sobre las propiedades estadísticas de las variables aleatorias del modelo. En la Ecuación de regresión (1.1), se supone habitualmente que los términos de error (i tiene todos la misma varianza y que no están correlacionados unos con otros. Cualquier comprobación sobre la corrección de un modelo puede llevar a una especificación alternativa. Es por esto por lo que, en la Figura 1, hemos conectado el paso de especificación del modelo con el de verificación. De esta forma, la construcción de un modelo se entiende como un proceso iterativo de especificación, estimación y verificación, continuando el proceso hasta que se alcance un modelo aparentemente satisfactorio.

9. Interpretación e Inferencia

Una vez construido el modelo, podrá ser utilizado para aprender algo acerca del sistema a estudio. En el análisis de regresión, esto puede implicar encontrar intervalos de confianza para los parámetros del modelo, contrastar hipótesis de interés o realizar predicciones de la variable dependiente dados ciertos valores de las variables independientes. Es importante tener presente que la inferencia está basada en el supuesto de que el modelo está correctamente especificado. Cuanto más graves sean los errores de especificación, menos fiables serán las conclusiones derivadas del modelo ajustado.

10. Ejercicio

Consideremos datos del archivo “Entidades de ahorro y crédito.sav”

Supongamos que queremos explicar la variabilidad a través de los años de los márgenes de beneficio de las entidades de ahorro y crédito. Es razonable suponer que, a igualdad de los demás factores, los márgenes de beneficio estarán positivamente relacionados con los ingresos netos por dólar depositado, es decir, cuanto más altos sean los ingresos netos, más altos serán los márgenes de beneficio. Otra posibilidad es considerar que los márgenes de beneficio caigan debido al aumento de la competencia, a igualdad de los demás factores, cuando el número de entidades de ahorro y crédito crece. Por tanto lo que buscamos es un modelo en el cual la variable dependiente, margen de beneficio (Y), esté relacionada con las dos variables independientes, ingresos netos (X1) número de entidades de ahorro y crédito (X2). El archivo muestra 25 conjuntos de observaciones anuales.

Nuestro interés se centra en el valor esperado de la variable dependiente, pero en este caso, este valor está condicionado al valor que toman todas las variables independientes. Por ejemplo, podríamos preguntar cuál es el valor esperado para el margen porcentual de beneficio en un año en el que los ingresos porcentuales netos por dólar depositado fueron del 4 y hubiera 8.000 oficinas. Una vez más, necesitaremos una notación apropiada para este concepto. Para el caso en el que una variable dependiente, Y, está relacionada con un par de variables independientes, X1 y X2 usaremos E(Y / X1=x1, X2=x2) para representar el valor esperado de la variable dependiente cuando las variables independientes toman los valores x1 y x2, respectivamente. El supuesto de linealidad, en este contexto, implica que esta esperanza condicional es de la forma.

E(Y / X1=x1, X2=x2) =  + 1x1 + 2x2
(1.2)

donde las constantes , 1 y 2 deben estimarse a partir de los datos.

En general, el objetivo será relacionar la variable dependiente, Y, con K variables independientes X1, X2,…, Xk. Entonces, si X1 toma el valor x1, X2 toma el valor x2, y así sucesivamente, la generalización de la Ecuación (1.2) proporcionaría el valor esperado de la variable dependiente como

E(Y / X1=x1, X2=x2,..., Xk=xk) =  + 1x1 + 2x2 + ... + kxk
(1.3)

donde E(Y / X1=x1, X2=x2,..., Xk=xk) representa el valor esperado de la variable dependiente cuando las variables independientes toman los valores x1, x2,..., xk y donde las constantes , 1, 2,…, k determinan la naturaleza de la relación. Estas constantes tienen una interpretación inmediata. En primer lugar, si se da a cada una de las variables independientes el valor 0, puede deducirse de (1.3) que:

E(Y / X1=0, X2=0,..., Xk=0) = 
Por tanto,  es el valor esperado de la variable dependiente cuando cada una de las variables independientes toma el valor 0. Con frecuencia, esta interpretación no es de interés práctico, pues el punto en el cual todas las variables independientes son 0 no tiene importancia y, de hecho, puede no tener sentido (por ejemplo, no tiene interés el caso en el que el número de oficinas de ahorro y crédito es 0). Es más, mientras que la forma que hemos supuesto para el modelo puede ser razonable en la región donde se han observado los valores de las variables independientes, sería muy optimista suponer que el modelo es válido para valores alejados de esta región.

La interpretación de los coeficientes 1, 2,…, k es extremadamente importante. Supongamos que en la ecuación una de las variables independientes, digamos X1, incrementa su valor en una unidad, pasando de valer x1 a (x1 + 1), mientras que el resto de la variables independientes mantiene su valor. Entonces, tenemos

E(Y / X1 = x1 + 1, X2 = x2,..., Xk = xk) =  + 1(x1 + 1) + 2x2 + ... + bkxk
Por tanto, tenemos

E(Y / X1 = x1 + 1, X2 = x2,..., Xk = xk) - E(Y / X1 = x1, X2 = x2,..., Xk = xk) =
=  + 1(x1 + 1) + 2x2 + ... + bkxk - ( + 1x1 + 2x2 + ... + bkxk)
1
De aquí se deduce que 1 es el incremento esperado de Y que resulta de incrementar la variable X1 en una unidad cuando el resto de las variables independientes permanecen constantes. En general, j es el incremento esperado en la variable dependiente que resulta de incrementar la variable Xj en un unidad, cuando el resto de la variables independientes permanece constante. Las constantes j, llamadas coeficientes de regresión parcial, proporcionan medidas separadas de las influencias de las variables independientes en la variable dependiente, cuando el resto de los factores relevantes permanece constante.

Volviendo al ejemplo de las entidades de ahorro y crédito, supongamos que la verdadera relación es 
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El coeficiente correspondiente a x1, indica que incrementar en una unidad los ingresos netos, produciría un incremento de 0,2 en el margen porcentual de beneficio de las entidades de ahorro y crédito, siempre que el número de oficina permanezca constante. De forma análoga, el coeficiente correspondiente a x2, indica que, manteniendo los ingresos netos fijos, un incremento de una oficina de ahorro y crédito, produciría un incremento de –0,00025 - es decir, una reducción esperada de 0,00025 - en el margen porcentual de beneficio. Utilizando valores más realistas, un incremento de 1.000 oficinas de ahorro y crédito, manteniendo los ingresos netos fijos, supondría una reducción esperada de 0,25 en los márgenes porcentual de beneficios. 

11. Sesgo de especificación

La especificación de un modelo estadístico que represente de forma adecuada el mundo real, es una tarea difícil y delicada. Ciertamente, ningún modelo simple podrá representar perfectamente la naturaleza precisa de determinadas magnitudes reales de interés. El objetivo a la hora de construir un modelo será intentar describir una formulación sencilla que no diverja mucho de la compleja realidad que se desea estudiar. Por una parte, la simplicidad del modelo será una ventaja pero, por otra, divergencias sustanciales entre el modelo y la realidad que intenta representar pueden dar lugar a conclusiones erróneas acerca del comportamiento del sistema estudiado.

Un aspecto importante a la hora de formular el modelo, será la especificación adecuada de la forma funcional que mejor ajuste la relación entre la variable dependiente y las variables independientes. Si la forma elegida difiere sustancialmente de la forma verdadera, cualquier conclusión que se saque a partir del modelo se refiere a los supuestos que se hacen acerca de las propiedades estadísticas de los términos de error en la ecuación de regresión. Hasta el momento, en nuestro análisis hemos supuesto que estos errores tenían todos la misma varianza y que estaban incorrelados unos con otros. Si estos supuestos eran de hecho cierto, habíamos visto que el método de mínimos cuadrados y las inferencias realizadas a partir de él, proporcionaban una forma adecuada de aprendizaje acerca del proceso. Sin embargo, si alguno de estos supuestos no fuese cierto, esto no va a tener por qué ser así.

A la hora de formular un modelo de regresión, un investigador lo que intenta es poder relacionar la variable de interés con todas las demás variables que sean importantes en dicha relación. Es decir, si suponemos que el modelo lineal es el apropiado, lo que se querrá es poder incluir todas las variables independientes que influyan según esta forma específica en la variable dependiente. Al formular el modelo de regresión.
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está implícito el hecho de que el conjunto de variables independientes 
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, son todas las que afectan de forma significativa al comportamiento de la variable dependiente, Y. Sin embargo, en cualquier problema práctico, habrá otros factores que también afecten a la variable dependiente. La influencia conjunta de estos factores quedará recogida en el término de error, 
[image: image21.wmf]i

Î

. Pero lo primordial será, a la hora de decidir las variables independientes a incluir en el modelo, no olvidar ninguna que sea importante.

Excepto en el caso especial (y raro) en que las variables omitidas estén incorreladas con las variables independientes incluidas en el modelo de regresión, las consecuencias de este tipo de error de especificación puede llegar a ser muy serias. En particular, las estimaciones por mínimos cuadrados estarán generalmente sesgadas, y la inferencias a partir de los intervalos de confianza y de los contrastes de hipótesis podrán llevarnos a conclusiones erróneas.

12. Ejercicio

Utilizando el archivo “Entidades de ahorro y crédito.sav” determine la estimación del modelo de regresión múltiple. 

Determine R, R2, R2 ajustado, Error estándar de estimación.
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La ecuación de regresión estimada que mejor ajusta la relación entre el margen de beneficios y las ganancias y el número de oficina es
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Una conclusión que sigue de este análisis es que, para un número fijo de oficinas, un incremento de una unidad en las ganancias netas por dólar depositado conlleva un incremento esperado de 0,237 unidades en el margen de beneficio.

Ahora bien, supongamos que nuestro único interés se centra en el efecto de las ganancias netas sobre el margen de beneficio. Una manera de solucionar esto podría ser estimar la regresión del margen de beneficio en función de las ganancias netas, a partir de los 25 pares de observaciones.
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Tal análisis da como resultado el siguiente modelo ajustado
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Si comparamos los dos modelos ajustados, observamos de forma inmediata que una consecuencia de ignorar el número de oficinas es una considerable reducción en el valor de R2, la proporción de la variabilidad de la variable dependiente que queda explicada mediante este modelo de regresión

Existe, sin embargo, una consecuencia todavía más importante. El modelo ajustado anterior implica que un incremento de una unidad en el porcentaje de ganancias netas por dólar depositado conlleva un decrecimiento esperado de 0,169 en el porcentaje del margen de beneficio.

Pero esta conclusión es absolutamente contraintuitiva. Lo que todo el mundo esperaría es que, dado que todo lo demás permanece igual, altas ganancias netas estuvieran siempre asociadas con altos márgenes de beneficio. Lo que ha ocurrido es que, a lo largo del periodo de 25 años para la cual se ha estimado el modelo, todo lo demás no ha permanecido igual. En particular, otra variable potencialmente importante-el número de oficinas de entidades de ahorro y crédito- ha cambiado de forma considerable a lo largo de este período. Cuando esta variable se incorpora al análisis de regresión, se llega a la conclusión opuesta. Como habíamos predecido, ahora que se tiene en cuenta la influencia del número de oficinas, la relación entre las ganancias netas y el margen de beneficios resulta ser positiva.

Este ejemplo refleja de forma sencilla el problema al que nos referíamos. Si nos olvidamos de incluir en el modelo una variable explicativa que sea importante, cualquier conclusión que se saque acerca de los efectos de otras variables independientes pueden estar seriamente sesgadas. En este caso particular, hemos visto que añadir una variable relevante, puede significar un cambio en el signo de la relación entre la variable dependiente y la variable independiente. Si miramos atentamente los datos, encontramos el porqué de todo esto. En la última parte del período, el margen sobre los beneficios cae y las ganancias netas suben de forma que sugieren una relación negativa entre ambas variables.
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Sin embargo, una mirada más atenta de los datos revela un incremento en el número de oficinas en ese mismo período, sugiriendo la posibilidad de que éste sea el factor causante de descenso en el margen sobre beneficios. La única forma correcta de desenredar los efectos separados de las dos variables independientes sobre la variable dependiente será modelándolas juntas en una misma ecuación de regresión. Este ejemplo muestra cuán importante es, cuando existe más de una variable independiente relevante, utilizar el modelo de regresión múltiple, en lugar del modelo de regresión simple.

Interprete la tabla ANOVA del modelo de regresión múltiple
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F: Cociente entre dos medias cuadráticas. Cuando el valor de F es grande y el nivel de significación es pequeño (típicamente menor que 0,05 ó 0,01) se puede rechazar la hipótesis nula. En otras palabras, un nivel de significación pequeño indica que probablemente los resultados no se deban meramente al azar.

Recordar que la hipótesis nula es todos los coeficientes de regresión parcial son cero. Esta hipótesis nula, implica que, tomadas de forma conjunta, las variables independientes no tienen ninguna influencia lineal en la variable dependiente. Las bases de este contraste las proporciona la descomposición de la suma de cuadrados SCT = SCR + SCE.

La primera parte, SCR, es la parte de la variabilidad total debida a la regresión en las variables independientes, mientras que la segunda, SCE, es la parte de la variabilidad que no puede explicarse mediante la regresión.

Coeficientes de regresión parcial

Los coeficientes de regresión parcial, i, miden los cambios esperados en la variable dependiente, que resultan de un incremento unitario en una de las variables independientes, cuando el resto de las variables independientes permanecen constantes. En este sentido, los coeficientes de regresión parcial, describen impactos separados de las variables independientes en la variable dependiente.

Correlación de orden cero

Coeficientes de correlación ordinarios, sin variables de control. Los valores del coeficiente de correlación van de -1 a 1. El signo del coeficiente indica la dirección de la relación, y su valor absoluto indica la fuerza. Los valores mayores, en valor absoluto, indican que la fuerza es mayor.

Correlación parcial

La correlación que permanece entre dos variables después de eliminar la correlación que es debida a su relación mutua con las otras variables. La correlación entre la variable dependiente y una variable independiente cuando se han eliminado de ambas los efectos lineales de las otras variables independientes presentes en el modelo.

Correlaciones semiparcial

La correlación entre la variable dependiente y una variable independiente cuando se han eliminado de la variable independiente los efectos lineales de las otras variables independientes del modelo. Está relacionada con el cambio en R cuadrado cuando una variable se añade a una ecuación.
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La correlación parcial entre el margen de beneficio porcentual y los ingresos netos porcentuales por dólar depositado, cuando el número de oficinas es constante, es 0,67. La correlación parcial entre el margen de beneficio porcentual y el número de oficinas, cuando los ingresos netos porcentuales por dólar depositado son constantes es -0,86.

La utilidad fundamental del coeficiente de correlación parcial es un estadístico descriptivo que proporciona una estimación de la fuerza de la relación. Por consiguiente nuestros hallazgos en los datos de ahorro y crédito indican dos relaciones bastantes fuertes, con una asociación lineal parcial positiva entre márgenes de beneficio e ingresos netos, y una asociación lineal negativa entre márgenes de beneficios y número de oficinas.

El coeficiente de correlación parcial es más apropiado para medir la fuerza de las relaciones involucradas que el coeficiente de correlación simple. De hecho, utilizar este último puede llevarnos a conclusiones erróneas. Por ejemplo, el coeficiente de correlación muestral entre margen de beneficio e ingresos netos es negativo (es –0,70) a pesar de que, como hemos visto, una vez que se elimina la influencia del número de oficinas, existe una asociación positiva moderadamente fuerte.

13. Ejercicio: Ventas de Chocolate

En un cierto estudio realizado en un parque de atracciones se halló una correlación significativa y muy alta entre la temperatura y el número de tazas de chocolate caliente servidas, R = 0,923 p<=0,000. Lo cual es un resultado muy extraño, pues implica que cuanto mayor es la temperatura más tazas de chocolate caliente se consumen. Sin embargo, si se controla la variable número de visitantes el resultado es muy diferente.

Considere el archivo CHOCOLAT.sav. Para hallar el coeficiente de correlación parcial entre temperatura y número de tazas de chocolate caliente controlando el número de visitantes, elegir Estadísticos/correlaciones/parciales. Se seleccionan y transfieren las variables tazas y temperatura a la sección “ variables”, se selecciona y transfiere la variable visitant a la sección “controlando para”, finalmente se pulsa el botón aceptar. La correlación ahora es no significativa, rp=0,42 p<=0,198. Cuando hace frío, mucha gente (de la poca gente que va) toma chocolate, pero cuando hace calor muy poca gente, de la mucha que va toma chocolate caliente. Es decir, como en verano va mucha gente, por poca gente que tome chocolate caliente ya es mayor la cantidad que en invierno.

14. Intervalos de confianza 

El resultado más importante, en el cual se basa la inferencia sobre los parámetros del modelo de regresión múltiple poblacional, es el que se incluye a continuación:

Sea el modelo de regresión poblacional 

Yi =  + 1x1 + 2x2 + ... + kxk + (i
Sean a, b1, b2,…, bk las estimaciones de mínimo cuadrados de los parámetros de la población y 
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 las estimaciones de las desviaciones típicas de los estimadores de mínimos cuadrados.

Si se cumplen las hipótesis de regresión, y los términos de error (i se distribuyen según una normal, entonces las variables aleatorias que corresponden a:
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se distribuye según una s de Student con (n – k – 1) grados de libertad.

Habitualmente, el interés se centra en los coeficientes de regresión parcial, i más que en la constante . Por esta razón, nos concentraremos en los primeros, advirtiendo que la inferencia sobre la constante sigue los mismos pasos.

Puede obtenerse intervalos de confianza para los i utilizando argumentos conocidos. El procedimiento se resume de la siguiente forma:

a) Intervalos de confianza para coeficientes de regresión parcial

Si los errores de la regresión poblacional se distribuyen según una normal, y la hipótesis 1-5 de la Sección 13.3 se cumplen, entonces, los intervalos de confianza del 100 (1 - ()% para los coeficientes de regresión parcial, i son de la forma
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donde 
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y la variable aleatoria 
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 tiene una distribución t de Student con (n – k – 1) grados de libertad.

Para la regresión de las entidades de ahorro y crédito, encontramos
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Para obtener intervalos de confianza del 99% para 1 y 2, tenemos que
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Por consiguiente, el intervalo de confianza para 1 del 99% es

0,237 - (2,819)(0,0555) < 1 < 0,237 + (2,819)(0,055)

0,081 < 1 < 0,393

Luego, el intervalo de confianza del 99% para el incremento esperado en los márgenes de beneficio resultante de un incremento de una unidad en los ingresos netos, dado un número fijo de oficinas va desde 0,081 a 0,393. El intervalo de confianza para 2 del 99% es

-0,000249 - (2,8199)(0,0000320) < 2 < -0,000249 + (2,819)(0,0000320)

-0,000339 < 2 < -0,000159

Luego, el intervalo de confianza del 99% para la reducción esperada en los márgenes de beneficio resultante de un incremento en mil oficinas, para un nivel fijo de ingresos netos, va desde 0,159 a 0,339.

Determine los valores pronosticados y los residuales. Gráficos de normalidad para residuo tipificado
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Determine el intervalo de confianza para 1 y 2.
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El intervalo de confianza del 95% para el incremento esperado en los márgenes de beneficios resultante de un incremento de una unidad en los ingresos netos, dado un número fijo de oficinas, va desde 0,122 a 0,352.

Interprete la tabla ANOVA del modelo de regresión múltiple
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F: Cociente entre dos medias cuadráticas. Cuando el valor de F es grande y el nivel de significación es pequeño (típicamente menor que 0,05 ó 0,01) se puede rechazar la hipótesis nula. En otras palabras, un nivel de significación pequeño indica que probablemente los resultados no se deban meramente al azar.

Recordar que la hipótesis nula es todos los coeficientes de regresión parcial son cero. Esta hipótesis nula, implica que, tomadas de forma conjunta, las variables independientes no tienen ninguna influencia lineal en la variable dependiente. Las bases de este contraste las proporciona la descomposición de la suma de cuadrados SCT=SCR+SCE.

La primera parte, SCR, es la parte de la variabilidad total debida a la regresión en las variables independientes, mientras que la segunda, SCE, es la parte de la variabilidad que no puede explicarse mediante la regresión.

15. Heterocedasticidad

Los modelos en los cuales los términos de error no tienen todos la misma varianza se denominan heterocedásticos. Cuando este fenómeno está presente, el método de mínimos cuadrados no es el proceso más eficiente para estimar los coeficientes del modelo de regresión.

En la primera parte de esta guía relacionamos los beneficios marginales de las entidades de ahorro y crédito con las ganancias netas por dólar depositado (X1) y con el número de oficinas (X2), mediante el siguiente modelo


[image: image44.wmf]i

i

i

i

X

X

Y

e

b

b

a

+

+

+

=

2

2

1

1


Se estimaron los coeficientes de este modelo eran estimados por el método de mínimos cuadrados, con el supuesto implícito de que los términos de error tenían todos la misma varianza. Ahora contrastaremos éste supuesto.

Resultan útiles las técnicas gráficas para detectar heterocedasticidad. En la práctica se elaboran una serie de gráficos de los residuos i frente a las diferentes variables independientes o frente a los valores esperados, y se examinan. 

Realizar los gráficos de los residuos de la regresión frente a las dos variables independientes. Para esto se deben guardar primero los residuos no tipificados y los valores pronosticados seleccionando Regresión/Lineal [Guardar]
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A partir de estos dos gráficos, no parece que haya ninguna relación sistemática entre las magnitudes de los residuos y los valores de cada una de las variables independientes.

Ahora realice un gráfico entre los residuos frente a los valores pronosticados.
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Parece no haber una relación fuerte entre las magnitudes de los residuos y los tamaños de los valores predichos de la variable dependiente. Los gráficos no sugieren la presencia de heterocedasticidad. 

Existen procedimientos más estrictos para detectar heterocedasticidad y para estimar los coeficientes de los modelos de regresión cuando se sospecha que el supuesto de varianzas constantes de los errores es insostenible. (estos pueden verse en libros especializados de econometría)

La aparición de errores heterocedásticos puede resultar a partir de estimar un modelo de regresión lineal en circunstancias en las que un modelo loglineal es el adecuado. El analista, debería entonces, cuando hay una indicación de heterocedasticidad, considerar la posibilidad de reestimar el modelo en la forma logarítmica, especialmente si la teoría sugiere que tal especificación no sería descabellada. Esencialmente, tomar logaritmos aliviará la influencia de las observaciones grandes. A menudo, el modelo resultante aparecerá libre de heterocedasticidad. Esta aproximación es apropiada cuando los datos que se están estudiando son series temporales de variables económicas, tales como el consumo, la renta y el dinero, que tienden a crecer exponencialmente con el tiempo.

16. Errores Autocorrelacionados

El contraste que se utiliza es el contraste Durban-Watson y está basado en los residuos de la estimación por mínimos cuadrados.
a) Prueba de Durbin Watson:

La prueba más conocida para detectar correlación serial es la desarrollada por los estadísticos Durbin y Watson. Es comúnmente conocida como el estadístico de Durbin Watson, el cual se define como 
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Que es simplemente la razón de la suma de las diferencias al cuadrado de residuales sucesivos sobre la SRC.

Una gran ventaja del estadístico d es que está basado en los residuales estimados, que aparecen sistematizados en los análisis de regresión.

H0: (=0 No hay autocorrelación

H1: ((0 Existe autocorrelación 

Existe un atabla que proporciona los valores para dU y dL para diferentes valores de n y k (número de var independientes)
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Observación:

Si los errores no están autocorrelacionados se espera que el valor de d esté cercano a 2.

Estime el valor del estadístico de DW para nuestro ejemplo y contraste con los valores de la tabla
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Para n=25 y k=2 se observa en la tabla dL=1,21 y dU =1,5

Como el valor calculado para d es 1,95 , es mayor que dU, la hipótesis nula de no autocorrelación en los errores será no rechazada.

b) Multicolinealidad

La colinealidad (o multicolinealidad) es una situación no deseable en la que una de las variables independientes es una función lineal de otras variables independientes.

En las ecuaciones de regresión en las que haya distintas variables independientes, el problema de la multicolinealidad surgirá cuando existan fuertes correlaciones entra las variables independientes

El SPSS muestra las tolerancias para las variables individuales y una variedad de estadísticos para diagnosticar los problemas de colinealidad. 
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Tolerancia: Estadístico utilizado para determinar la cuantía en que están relacionadas las variables independientes unas con otras (para ver si son multicolineales). La tolerancia de una variable es la proporción de su varianza no explicada por las otras variables independientes de la ecuación. Una variable con una tolerancia muy baja contribuye con poca información a un modelo (es colineal), y puede causar problemas de cálculo. Se calcula como 1 menos la R cuadrado para una variable independiente cuando es pronosticada por las otras variables independientes ya incluidas en el análisis.

FIV: El recíproco de la tolerancia. Cuando el factor de inflación de la varianza crece, también lo hace la varianza del coeficiente de regresión, haciendo que el estimador sea inestable. Los valores de VIF grandes son un indicador de la existencia de multicolinealidad.
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a. 


Autovalor: Los autovalores ofrecen una indicación de cuántas dimensiones diferentes existen entre las variables independientes. Cuando varios de los autovalores son próximos a cero, las variables están muy inter-correlacionadas y los cambios pequeños en los datos pueden conducir a grandes cambios en las estimaciones de los coeficientes.

Índice de condición: Las raíces cuadradas de las razones del mayor autovalor respecto a cada uno de los autovalores sucesivos. Un índice de condición mayor que 15 indica un posible problema y un índice de condición mayor que 30 sugiere un serio problema con la colinealidad.

Proporciones de la varianza: Las proporciones de la varianza del estimador explicadas por cada componente principal asociada a cada uno de los autovalores. La colinealidad es un problema cuando una componente asociada a un índice de condición contribuye substancialmente a la varianza de dos o más variables.
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